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Abstract - The growing automation of financial activities requires the use of sophisticated
technologies to satisfy exigent users. As a result, the finance market is looking for new
computational techniques to satisfy its needs. These techniques include Artificial Neural Networks,
ANN. ANN are being used in a large number of financial tasks. This work presents a performance
analysis of the Multi Layer Perceptron ANN, trained with the Backpropagation algorithm, to
evaluate risks in credit applications.

Resumo - A crescente automacdo de atividades comerciais e bancarias requer a utilizacao de
tecnologias cada vez mais sofisticadas para satisfazer usuarios cada vez mais exigentes. Como
consequéncia, o mercado financeiro est sempre buscando novas geragdes de técnicas
computacionais que satisfacam suas necessidades mais refinadas. Entre estas técnicas estdo as Redes
Neurais Artificiais (RNA). Este trabalho apresenta uma anélise do desempenho obtido por RNA
Multi Layer Perceptron, treinadas com o algoritmo Backpropagation, em uma aplicacdo de avaliacéo
de risco de inadimpléncia no crédito financeiro.

1 Introducéo

O crédito a pessoas fisicas, nas diversas modalidades financeiras de cartdo de crédito, crédito direto ao
consumidor e cheque especial, tem sido tratado empiricamente ou por sistemas de credit score baseados
em analise discriminante ou de regressdo logistica. No entanto, nos ultimos anos, em razéo do crescimento
do mercado de crédito ao varejo no Brasil, 0 assunto passou a merecer maior atencdo e preocupacao,
notadamente em razdo da forte elevagdo das taxas de inadimpléncia.

Este tipo de aplicagdo caracteriza-se por estar fundamentada em enorme quantidade de dados sobre a
clientela e por mutagdes no perfil de comportamento dos tomadores de crédito, decorrente de mudangas
nas variaveis econdmicas: quem nao seria inadimplente sob condi¢bes normais, poderéd vir a sé-lo sob
reducdo da liquidez da economia. Os prejuizos causados aos doadores de recursos sao enormes, e qualquer
reducdo do risco podera implicar em grandes beneficios.

Na maioria dos ambientes de avaliacdo de crédito, os gerentes trabalham com uma enorme variedade de
informacbes vindas das mais diversas fontes. Muitas destas informacGes podem ser incompletas,
ambiguas, parcialmente incorretas ou de relevancia dubia. Os gerentes analisam estas informagdes de
maneira muito subjetiva e muitas vezes ndo conseguem explicar os processos de tomada de decisdes,



embora consigam apontar os fatores que influenciam as decisdes. Além disso, estes ambientes séo
dindmicos, com constantes alteragcdes, onde as decisbes devem ser tomadas rapidamente.

Redes Neurais Artificiais (RNA) oferecem uma eficiente alternativa para o tratamento de informacdes
dessa natureza, uma vez que podem ser modificados mais facilmente que sistemas convencionais, sdo de
utilizacdo rapida, e sdo mais simples que 0s métodos convencionais na modelagem néo linear, o que Ihes
da uma grande vantagem sobre varios métodos estatisticos utilizados em economia e finangas, que sdo
lineares[11].

A érea financeira sempre teve grande interesse em aplicacbes da Inteligéncia Computacional para o
tratamento destes problemas [2]. Varios projetos de sistemas inteligentes para aplicacdes de cartdo de
crédito vém sendo implementados [3]. Um sistema inteligente para tomada de decisdo sobre autorizagdo
de compra com cartdo de credito utilizado pela American Express resultou em uma economia de 20% no
tempo médio gasto em cada transacdo e a qualidade das decisbes tomadas por este sistema foram em
média 50% melhores que decisdes tomadas pelo pessoal de autorizacdo de crédito [10].

Mastercard e Visa estdo investindo em projetos para construcdo de sistemas semelhantes, utilizando RNA,
para avaliagdo de propostas de novos clientes, deteccdo de fraudes, e avaliacdo para autorizacdo de
compra (“Visa using neural networks to identify cardholder fraud”, Card News, March 20, 1995 v10 n5

p3 (1)).

As secles seguintes apresentam caracteristicas das RNA que justificam sua adequacao para a solucéo de
problemas de avaliacdo de crédito; analise dos principais aspectos relacionados ao problema de avaliacdo
de crédito; a metodologia utilizada para a aplicacdo de uma RNA na solucdo de um problema real de
avaliagdo de crédito; e analise dos resultados obtidos.

2 Redes Neurais Artificiais

Redes Neurais Artificiais (RNA) sdo modelos de processamento de informacdo inspirados em uma
estrutura natural: o cérebro humano. Estes modelos ndo pretendem replicar a operagéo do cérebro, apenas
utilizam como inspiracdo fatores conhecidos sobre o seu funcionamento, visando obter melhores
desempenhos na resolucdo de problemas para os quais métodos tradicionais de computagdo tém se
mostrado inadequados.

As RNA sdo compostas por unidades de processamento simples (“neur6nios”) que computam certas
fungdes matemaéticas; estas unidades sdo interligadas por um grande nimero de conexdes (“sinapses”)
associadas a pesos, 0s quais armazenam o conhecimento representado no modelo e servem para ponderar a
entrada recebida por cada unidade da rede. Estas unidades podem estar dispostas em camadas como
ilustrado na Figura 1. O conhecimento é adquirido por meio de um processo de treinamento onde as
conexdes entre as unidades sdo ajustadas através de mudangas dos valores de seus pesos.




Figura 1 - Rede neural.

O modelo de RNA utilizado neste projeto, o Multi Layer Perceptron, é muito apropriado aos problemas de
avaliacdo e 0 seu treinamento pode ser feito com o algoritmo backpropagation [9]. Este é um dos
algoritmos mais utilizados para o treinamento de redes com mais de uma camada. Este algoritmo ajusta
pesos da rede utilizando um método de gradiente descendente. Este modelo foi escolhido por ser um
modelo neural amplamente aceito e pelos exelentes resultados que tem produzido nas areas de
classificacdo, reconhecimento de padrdes, e previsao.

3 Avaliacao de Risco de Credito

O problema de avaliagdo de risco de crédito pode ocorrer na forma de solicitagdo de cartdo de crédito,
crediario, autorizacdo de compra, empréstimos bancarios ou cheque especial. Nestes casos, os dados do
cliente sdo analisados por gerentes que decidem quanto a aceitacdo ou rejeicdo da aplicacdo, baseados em
informacGes sobre o cliente, em sua experiéncia gerencial e em relatérios de departamentos
administrativos ou agéncias de créedito. Esta € uma tarefa muito trabalhosa, demorada e que tem um
impacto significativo nos lucros das empresas. As decisdes devem ser muito criteriosas, pois decisdes
erradas podem provocar ndao apenas prejuizos financeiros a instituicdo de crédito, mas também prejuizos
financeiros e morais aos seus clientes.

Este método de avaliagdo apresenta os seguintes problemas:
¢ Baixa Eficiéncia. Consomem muito tempo e necessitam de pessoal especializado.

¢ Baixa Performance. A experiéncia de grande parte dos gerentes ndo é suficientemente abrangente
para produzir avaliacdes meticulosas.

e Pouca Flexibilidade. Uma grande experiéncia é necessaria antes que os gerentes possam realizar esta
tarefa. Este método reage muito vagarosamente a mudangas.

¢ Inconsisténcia. Diferentes gerentes utilizam critérios distintos de avaliacéo.

Com niveis de inadimpléncia elevado nas aplicagdes de crédito ao varejo, as institui¢des financeiras foram
em busca de sistemas mais apurados para a geréncia de risco. Inicialmente, técnicas estatisticas, como
analise discriminante e regresséo logistica, foram utilizadas em sistemas automatizados para auxilio nas
avaliagBes, mas alguns aspectos destas técnicas ndo sdo muito apropriados para estes problemas [3]. Em
razdo disto, novas abordagens ao problema tornaram-se necessarias. Entre as mais proeminentes estdo os
sistemas especialistas tradicionais e 0s sistemas neurais.

A primeira, utiliza sistemas baseados em regras, onde o conhecimento de especialistas na area é adquirido
através de entrevistas e outros métodos que levem a defini¢do de um conjunto de regras. Esta abordagem
modela o processo de avaliacdo, através de regras obtidas dos especialistas e ndo através de registros
anteriores das aplicagdes. Além disso, a extragdo de regras ndo é um processo simples. Embora esta
abordagem evite os problemas de consisténcia e eficiéncia, ela ndo evita os problemas de performance e
flexibilidade.

Os sistemas neurais oferecem uma abordagem mais adequada para o tratamento de aplicacGes desta
natureza. Uma RNA pode ser treinada utilizando grandes quantidades de exemplos significativos, o que
contribui para obtencdo de performance elevada. Ou seja, a avaliagdo é modelada atraves de exemplos de
aplicacbes bem ou mal sucedidas, encontrados nos histéricos dos clientes. Desta forma, a rede é capaz de
encontrar relacBes entre as informacbes e incorporar aspectos subjetivos do processo de avaliagdo da
empresa.



Estes sistemas sdo mais flexiveis, pois quando mudangas sdo necessarias devido a aspectos politicos,
econdbmicos ou regionais, pode-se alterar apenas o conjunto de exemplos de treinamento e alguns
pardmetros da rede, 0 que ndo requer mudangas estruturais no sistema. Estes sistemas podem, até mesmo,
detectar esta necessidade e realizar um novo treinamento automaticamente. Também sdo considerados
consistentes e eficientes, pois um mesmo sistema pode ser utilizado nos diferentes postos de atendimento,
ser operado por pessoal sem experiéncia gerencial e realizar avaliacbes mais rapidamente. Permitindo as
empresas explorarem seu ambiente de maneira privilegiada e assegurarem sua perenidade, transformando
dados em informacBes Gteis & tomada de decisdo, aumentando o valor agregado dos seus produtos e
servicos [1].

4 Projeto de Redes Neurais para Avaliacdo de Credito

Neste trabalho é tratado o problema de avaliagcdo de risco de inadimpléncia do banco Banestado. Este
projeto esta sendo desenvolvido por membros do Laboratério de Inteligéncia Computacional e do Centro
de Pesquisas em Crédito e Banking. Os dados utilizados fazem parte de uma base de transacdes de crédito
do banco.

Durante o desenvolvimento deste projeto foi criado um protétipo do sistema de avaliacdo de risco [6]
utilizando a linguagem Delphi em um PC Pentium 100 Mhz e todo o desenvolimento e treinamento das
redes foi feito em uma estagcdo SUN Ultra 1 Model 140 de 143 MHZ com 64 Mbytes de memoria e sistema
operacional Solaris 2.5.

Para auxiliar o desenvolvimento das redes para a solu¢éo do problema proposto foi utilizado o simulador
SNNS - Stuttgart Neural Network Simulator [12,4] que oferece um ambiente eficiente e flexi vel para
pesquisa e aplicagdo de redes neurais. O componente XGUI - Graphical User Interface, deste simulador,
foi utilizado para a criacdo das redes e avaliagdo preliminar das arquiteturas geradas, e o componente
BATCHMAN- Batch Simulator, que fornece um interpretador com uma sintaxe muito adequada a
simulacdo de RNA, foi utilizado através de programas que permitiram a construcdo de esquemas de
treinamento mais elaborados e a analise mais aprofundada dos desempenhos obtidos pelas redes.

O prototipo do sistema de aplicagdo criado consiste de um modulo gerenciador de banco de dados, um
mdodulo para a criagdo de conjuntos de dados, pré-processamento dos dados e conversao de tipos para o
formato do simulador e um médulo que utiliza a rede para a avaliag&o.

A seguir serdo apresentadas a medotologia de desenvolvimento utilizada e a analise dos resultados
obtidos.

4.1 Metodologia

A metodologia utilizada nas diferentes fases deste projeto incluiu vérias estratégias para tratamento das
informagOes das bases de dados, selegdo, treinamento e testes das redes, como serdo discutidas nas
proximas sub-se¢oes.

4.1.1 Coleta de Dados

Nesta primeira fase foram reunidos todos os dados pertinentes e potencialmente Uteis a tarefa. Estes
estavam contidos nas bases de dados fornecidas pelo banco Banestado, no formato dbase (.dbf), o que
facilitou o processo de coleta e criagdo do modulo gerenciador destas bases de dados do sistema de
aplicagdo. Os dados coletados inclui am informagdes pessoais dos clientes; informacdes sobre a aplica¢do
de crédito solicitada e um historico sobre a adimpléncia destes clientes, o que permitiu a classificacdo
destes clientes em duas classes: adimplentes e inadimplentes.



A Figura 2 apresenta uma tela do gerenciador contendo as informacdes reunidas de uma trasacdo de
créedito.
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Figura 2 - Informac@es sobre uma transacdo de crédito.

4.1.2 Pré-processamento dos Dados

Dados simbolicos como Sexo, Estado Civil, Tipo de Residéncia, entre outros, foram transformados em
classes numericas, mais adequadas para utilizacdo neste tipo de rede. Dados numéricos como Salario
Atual, Valor do Patrimdnio, entre outros, foram normalizados para o intervalo [0, 1].

Todos os dados de uma transacdo sdo pré-processados, agrupados em vetores numéricos e arranjados de
forma aleatdria em arquivos do formato padrdo do simulador. Estas operacGes foram feitas atraves do
maodulo de pré-processamento do prot6tipo criado.

A Figura 3 mostra o padrdo resultante das informac6es da transacdo ilustrada na Figura 2.

# Input pattern 1.

0 0.00150 0.05000 0.02000 0.73034 0.06032 0.4095210100000000000000000100.10127 1
0000.03748 0 0 0.00007

# Output pattern 1:
10

Figura 3 - Exemplo de um padrdo resultante do pré-processamento.

4.1.3 Separacao dos Conjuntos de Dados

Os dados coletados, 5635 registros, estavam divididos em duas classes: Adimplentes, 5414 registros
(96.07%) e Inadimplentes, 221 registros (03.93%). Eles foram separados em conjuntos de treinamento,
validacdo e teste, para serem utilizados em cada uma das fases do desenvolvimento da rede. Estes
conjuntos foram cuidadosamente escolhidos para cobrir extensivamente o domi nio do problema, seguindo
uma metodologia semelhante a proposta em [11], como mostra a tabela da Figura 4.

O conjunto de validacdo foi composto por uma porcentagem, neste caso 10%, dos registros originais,
escolhidos aleatériamente e mantendo a mesma proporpor¢do de classes presentes nos dados originais.




O conjunto utilizado no treinamento foi composto pelos registros da classe com o menor ndmero de
registros (Inadimplentes) que ndo entraram no conjunto de validagdo e teste e 0 mesmo ndmero de
registros da outra classe, escolhidos aleatdriamente.

Alguns conjuntos de teste também foram criados; maiores detalhes sobre estes conjuntos serdo vistos em
uma seccao posterior.

Classe Dados Originais | Conj. de Treinamento | Conj. de Validag&o.
Adimplentes 5338 194 533
Inadimplentes 215 194 21

Total: 5635 388 554

Figura 4 - Separa¢do dos dados em conjuntos.

4.1.4 Selecdo da Arquitetura

A escolha da configuracdo adequada da rede teve impacto substancial no desempenho do modelo. Esta
tarefa foi feita de forma empirica: foram analisadas preliminarmente varias arquiteturas e parametros
diferentes utilizando a XGUI do simulador; foram dadas pontuagdes as redes analisadas, de acordo com
suas caracteri sticas de aprendizado e capacidade de generalizag&o.

As trés arquiteturas escolhidas: 38-5-2, 38-20-8-2 e 38-20-10-2 foram as que apresentaram aprendizado
mais estavel e maior capacidade de generalizagéo.

A Figura 5 mostra alguns resultados preliminares, obtidos durante 300 ciclos de treinamento, onde pode-
se perceber os efeitos do pardmentro de aprendizado n, termo momentum p e arquiteturas.
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Figura 5 - Efeito dos parametros e da arquitetura.

4.1.5 Treinamento das Redes

O treinamento foi realizado utilizando o algoritmo backpropagation com termo momentum durante 1000
ciclos e o estado das redes foram gravados em arquivos nos ciclos em que eram apresentadas as menores
taxas de erro no conjunto de validag&o.

Foi utilizada uma estacdo SUN Ultra 1 Model 140 e o tempo médio de treinamento foi 23 minutos, sendo
que o tempo médio de propagacdo de um ciclo foi de 0,107 s. e de propagacdo seguida de retro-
propagacéo de um ciclo foi de 0,294 s.

O gréfico de erros quadraticos médios nos conjuntos de treinamento e valida¢do durante os 1000 ciclos de
treinamento da rede 38-20-8-2, com n: 0,025 e u: 0,025, é apresentado na Figura 6.

O ponto grifado foi o ciclo 127 de melhor validagdo neste treinamento.



(EQM Validacao: 0,0088 - EQM Treinamento: 0,0689).
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Figura 6 - Gréafico de erro (EQM) de treinamento e validacéo.

4.1.6 Teste das Redes

Foram realizados dois testes para analisar 0 desempenho das arquiteturas neurais escolhidas, utilizando
diferentes amostras. Uma amostra contendo 10% dos padrdes originais escolhidos aleatdriamente,
mantendo a mesma proporporgdo de classes da base (Testel). E uma amostra com todos os padrdes da
base (Teste2). Foram calculados os erros quadraticos médios (EQM) e as porcentagens de padrBes
corretamente classificados (PPCC).

Os resultados apresentados na figura 7 mostram os desempenhos das redes escolhidas.

Testel Teste2
Arquiteturas EQM PPCC EQM PPCC
38-5-2 0,0115 99,47 % 0,02169 99,69 %

38-20-8-2 0,0104 | 99,47 % 0,02363 99,71%
38-20-10-2 0,0091 | 99,47 % 0,02214 99,69%

Figura 7 - Desempenho das redes nos testes.

4.2 Resultados

A arquitetura que apresentou melhores resultados foi: 38-20-8-2, a rede foi inicializada com pesos
aleatorios no intervalo [-0.5, 0.5], com taxa de aprendizado n: 0.025 e termo momentum p: 0.025, o
treinamento foi realizado durante 1000 ciclos e utilizou o algoritmo de aprendizado backpropagation com
termo momentum.

Os erros quadraticos medios (EQM), o nimero de padrdes classificados erradamente (NPCE), o nimero
de padrdes classificados corretamente (NPCC) e a porcentagem de padrfes classificados corretamente
(PPCC) para todos os padrdes contidos na base divididos por classes sao mostrados na Figura 8.

EQM NPEC | NPCC PPCC
Adimplentes 0.01923 1 5413 99.98 %
Inadimplentes. 0.13151 15 206 93.21 %

Figura 8 - Resultados nos conjuntos de dados.



Foi notado que alguns padrdes da classe inadimplente dificilmente s&o classificados corretamente pelas
redes, um estudo preliminar revelou que estes padrdes eram considerados execOes, realmente dificeis de
serem avaliadas e que estas poderiam ndo estar bem representadas no conjunto de treinamento.

Foi utilizada uma matriz de custos para classificar o desempenho da rede na solucdo do problema. Esta
matriz, apresentada na Figura 9 indica que é pior classificar um cliente como adimplente quando ele é
inadimplente (3), do que classificar como inadimplente quando ele é adimplente (1).

p. Adim. | p. Inad.
Adim. 0 1
Inad. 3 0

Figura 9 - Matriz de custos de padrdes classificados erradamente.

Os padrdes erradamente classificados sdo multiplicados pelos pesos dados nesta matriz e sdo somados. A
rede escolhida 38-20-8-2 foi a que apresentou a menor taxa de custo: 46.

5 Conclusodes e Trabalhos Futuros

De modo a avaliar o modelo proposto, foi utilizado um conjunto de dados reais de aplicacdes de crédito ao
varejo, 0s resultados obtidos confirmaram a eficiéncia do modelo e da metodologia utilizada para a
solucdo deste tipo de problema. Outros resultados anteriores apresentados em [6] também confirmavam a
eficiéncia do modelo para avaliacdo de crédito, no qual foram utilizados outros conjuntos de dados, sobre
aplicacGes reais de cartdes de crédito, para benchmark [7].

A rede selecionada foi inserida no mddulo de avaliacdo do sistema, para entdo ser utilizada para previsdo
do risco de inadimpléncia de outros clientes. O protdtipo construido revelou-se uma ferramenta muito (til
para auxilio a gestdo de crédito financeiro massificado.

Os dados utilizados apresentavam historicos com poucos exemplos de clientes inadimplentes, o que
dificultou o processo de treinamento. Este pequeno nimero de exemplos se deve ao fato de ser utilizada
pelo banco, uma avaliacdo preliminar de novos clientes, pré-screening, a cargo de seus gerentes e
analistas. Assim a rede gerada neste projeto serd eficiente para analise de casos que passem por esta
primeira avaliacéo.

Pode ser adicionado, futuramente, um estudo da rentabilidade do banco em cada transacdo, e formar assim
um maior nimero de classes de clientes. Uma rede treinada utilizando estas varias classes poderia ser uma
boa alternativa para a determinacdo de behavioral score, pontuacdo relativa ao comportamento dos
clientes [8]. Seria interessante coletar também os dados das propostas rejeitadas no pré-screening. Redes
treinadas com todas estas informacGes poderiam ser utilizadas como uma ferramenta completa e mais
apurada para todas as transacdes que envolvessem avaliacdo de risco de crédito.

Est4 sendo desenvolvido um mdédulo de processo evolutivo para selecdo de parametros de aprendizado e
de arquitetura das redes, semelhante ao proposto em [5]. Toda a metodologia e estratégias empregadas
aqui foram desenvolvidas levando este fato em consideracdo, o que facilitara a construcdo deste modulo.
Futuramente, através deste médulo serdo escolhidas as arquiteturas mais adequadas a aplicacdo de maneira
aumtomatica e utilizando uma estratégia de busca mais atraente.
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